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Abstract—Serangan jantung adalah salah satu penyebab
utama kematian di seluruh dunia. Penelitian ini bertujuan
untuk menganalisis hubungan antara gaya hidup dan faktor
kesehatan dengan risiko serangan jantung dengan
menggunakan pendekatan machine learning. Dua algoritma,
Naive Bayes dan Logistic Regression, digunakan untuk
memprediksi risiko serangan jantung berdasarkan data yang
mencakup variabel seperti kolesterol, tekanan darah, BMI,
kebiasaan merokok, dan tingkat stres. Hasil evaluasi
menunjukkan bahwa Logistic Regression memiliki akurasi
yang lebih tinggi (70%) dibandingkan dengan Naive Bayes
(67%), meskipun perbedaannya tidak signifikan. Analisis
korelasi menunjukkan bahwa faktor-faktor seperti kolesterol,
obesitas, merokok, dan diabetes memiliki hubungan positif
yang signifikan dengan risiko serangan jantung, sedangkan
olahraga memiliki hubungan negatif. Penelitian ini
menegaskan pentingnya manajemen gaya hidup dalam
mengurangi risiko serangan jantung. Selain itu, hasil
penelitian ini menunjukkan potensi pembelajaran mesin
sebagai alat prediksi yang efektif dalam mendukung
pengambilan keputusan berbasis data untuk intervensi
kesehatan masyarakat.

Keywords—Machine Learning, Logistic Regression, Naive
Bayes, Risiko Serangan Jantung, Gaya Hidup, Serangan
Jantung.

I. INTRODUCTION

Penyakit jantung merupakan salah satu tantangan
kesehatan utama yang menyebabkan tingginya angka
kematian di seluruh dunia, menyebabkan sekitar 17,8 juta
kematian setiap tahun menurut laporan WHO 2023, yang
mencangkup 32% dari total kematian global [2]. Data
terbaru menunjukkan bahwa penyakit ini merupakan
penyebab utama kematian di dunia, menyumbang hampir
sepertiga dari semua kematian. Upaya pencegahan dini
menjadi fokus utama berbagai pihak, termasuk rumah sakit
dan pemerintah, untuk mengurangi dampak ekonomi dari
mahalnya biaya pengobatan [1]. Kondisi ini mendorong
perlunya upaya pencegahan yang lebih efektif, salah satunya
melalui pemanfaatan teknologi analisis data. Model
prediktif berbasis kecerdasan buatan dan algoritma machine
learning menjadi alternatif strategis dalam mendeteksi risiko
penyakit jantung sejak dini [3]. Algoritma seperti Gaussian
Naive Bayes (GNB) dan Logistic Regression telah terbukti
dapat menangani data kesehatan dengan baik untuk
keperluan klasifikasi dan prediksi. GNB, dengan asumsi
independensi antar variabel, menawarkan kecepatan
pemrosesan yang tinggi, sementara Logistic Regression
memberikan hasil yang dapat diinterpretasikan dan efektif
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dalam memodelkan hubungan antar variabel [5]. Penelitian
ini bertujuan untuk mengeksplorasi keandalan kedua metode
tersebut dalam mengidentifikasi faktor risiko serangan
jantung, sehingga mendukung tindakan pencegahan yang
lebih akurat dan berkelanjutan.

Penerapan machine learning dalam deteksi dini berbagai
penyakit semakin banyak digunakan karena mampu
membuat kesimpulan yang sejalan dengan informasi baru
dengan mendeteksi pola-pola tersembunyi dari sebuah
dataset [6]. Machine Learning dapat memberikan kontribusi
yang signifikan terhadap dunia medis dengan memberikan
diagnosis penyakit yang akurat dan efisien [4]. Karena
deteksi dini penyakit jantung dapat menurunkan angka
kematian, schingga salah satu cara efektif dalam
mengidentifikasi dan memprediksi penyakit jantung adalah
dengan menggunakan untuk algoritma machine learning
[7]. Machine Learning dapat membuat model yang dapat
digunakan untuk membuat prediksi atau keputusan
berdasarkan data hasil observasi [10]. Machine Learning
mampu mengatasi berbagai kerumitan dalam proses
mendiagnosis penyakit jantung dengan model mengatasi
berbagai kerumitan dalam proses mendiagnosis penyakit
jantung dengan model prediksi menggunakan beberapa
algoritma seperti Gaussian Naive Bayes (GNB), Logistic
Regression (LR), support vector machine (SVM), k-nearest
neighbor algorithm (k-NN), artificial neural network
(ANN), decision tree (DT), AdaBoost (AB), logika fuzzy
(FL), Extreme Gradient Boosting (XGBoost), dan lainnya,
Tetapi untuk penelitian ini menggunakan Gaussian Naive
Bayes (GaussianNB) dan Logistic Regression (LR) [4] [5].

Salah satu faktor yang menyebabkan terjadinya serangan
jantung berasal dari kondisi dimana aliran darah yang
membawa oksigen ke otot jantung tiba-tiba yang membawa
oksigen ke otot jantung tiba - tiba tersumbat. Sehingga
jantung tidak akan mendapatkan cukup oksigen yang dapat
berakibat pada rusaknya otot jantung. Penyebab umum
penyumbatan mendadak dikarenakan pembentukan bekuan
darah (thrombus). Bekuan darah terbentuk akibat adanya
aterosklerosis, suatu kondisi di mana timbunan lemak (plak)
menumpuk di dinding bagian dalam pembuluh darah [8].
Sebagian besar serangan jantung disebabkan oleh
atherosclerosis. Namun, faktor usia, gaya hidup yang tidak
sehat, serta kondisi medis lainnya dapat meningkatkan
resiko terkena serangan jantung [12] [14].

Metode pembelajaran mesin Regresi Logistik dan
Gaussian Naive Bayes (GNB) dapat digunakan untuk
memprediksi variabel target Risiko Serangan Jantung
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berdasarkan kumpulan data yang mencakup faktor-faktor
seperti usia, jenis kelamin, kolesterol, tekanan darah, detak
jantung, riwayat keluarga, kebiasaan merokok, dan tingkat
aktivitas fisik [11]. Regresi Logistik memodelkan
probabilitas risiko serangan jantung dengan menganalisis
hubungan linier antara faktor-faktor risiko tersebut dan
target, menghasilkan nilai probabilitas yang diklasifikasikan
sebagai risiko rendah atau tinggi [13]. Sebaliknya, GNB
menghitung  probabilitas  risiko  serangan  jantung
menggunakan Teorema Bayes dengan asumsi bahwa
fitur-fitur seperti BMI, trigliserida, dan konsumsi alkohol
mengikuti distribusi Gaussian Naive Bayes [12]. Kedua
metode ini bekerja dengan memanfaatkan pola dalam data
untuk memprediksi kemungkinan risiko serangan jantung
secara akurat, sehingga memungkinkan pengambilan
keputusan medis yang lebih baik berdasarkan karakteristik
masing-masing pasien [14].

II. STUDY LITERATURE

2.1 Machine Learning

Machine Learning (ML) adalah cabang dari kecerdasan
buatan yang memungkinkan sistem komputer untuk
mempelajari data dan melakukan tugas-tugas tertentu tanpa
memerlukan pemrograman eksplisit. Menurut Mahesh B.
(2020), ML melibatkan pengembangan algoritma dan model
yang dapat belajar dari data dan meningkatkan kinerja dari
waktu ke waktu melalui pengalaman [16]. Dalam konteks
analisis data, ML digunakan sebagai metode untuk
menemukan pola, hubungan, dan wawasan yang
tersembunyi dari kumpulan data yang besar dan kompleks.
Dengan memanfaatkan algoritma seperti supervised
learning, unsupervised learning, dan reinforcement learning,
ML dapat memproses data secara efisien, mengenali pola
yang tidak terlihat secara langsung, dan memberikan
prediksi yang akurat. Sebagai contoh, dalam analisis data
medis, ML dapat mengidentifikasi risiko penyakit
berdasarkan data pasien, seperti tekanan darah, kadar
kolesterol, dan riwayat keluarga [15]. Teknik ini sangat
berharga karena menyediakan pendekatan berbasis data
yang dapat mendukung pengambilan keputusan yang lebih
tepat di berbagai bidang seperti keuangan, pemasaran, dan
perawatan kesehatan. Hal ini menjadikan ML sebagai alat
analisis data yang inovatif dan terus berkembang untuk
menjawab tantangan data modern [17].

2.2 Gaussian Naive Bayes (GNB)

Metode Gaussian Naive Bayes (GNB) adalah algoritma
pembelajaran mesin berbasis probabilitas yang digunakan
untuk klasifikasi, dengan asumsi bahwa setiap fitur input
mengikuti distribusi Gaussian (normal). GNB didasarkan
pada Teorema Bayes, yang menggabungkan probabilitas
prior dan likelihood untuk menghitung probabilitas
posterior, yaitu kemungkinan kelas berdasarkan data yang
diamati [19]. Algoritma ini mengasumsikan independensi
antar fitur, yang berarti bahwa nilai dari satu fitur tidak
mempengaruhi nilai dari fitur lain dalam menentukan hasil
klasifikasi. Pendekatan ini membuat GNB menjadi sangat
efisien, terutama untuk dataset dengan banyak fitur, karena
hanya perlu menghitung parameter mean dan varians untuk
setiap fitur. GNB sering digunakan dalam aplikasi seperti
klasifikasi teks, deteksi spam, diagnosis medis, dan analisis
risiko karena kesederhanaan, kecepatan, dan
kemampuannya untuk bekerja dengan dataset yang kecil.
Meskipun asumsi independensi sering kali tidak realistis,

GNB masih memberikan kinerja yang baik dalam
praktiknya, menjadikannya metode yang dapat diandalkan
untuk banyak masalah klasifikasi [20].

2.3 Logistic Regression (LR)

Logistic Regression adalah metode machine learning
yang digunakan untuk memodelkan hubungan antara satu
atau lebih variabel independen dan variabel dependen biner
(dua kelas). Metode ini bekerja dengan memanfaatkan
fungsi logistik (sigmoid) untuk memetakan output yang
diprediksi dalam rentang probabilitas antara 0 dan 1, yang
kemudian digunakan untuk menentukan kelas output
berdasarkan ambang batas tertentu, biasanya 0,5. Regresi
Logistik mengasumsikan hubungan linier antara variabel
independen dan log odds (logaritma peluang), sehingga
model ini cocok untuk data dengan hubungan linier [18].
Parameter model diestimasi dengan menggunakan metode
estimasi kemungkinan maksimum (maximum likelihood
estimation, MLE), yang memaksimalkan kemungkinan hasil
prediksi sesuai dengan data aktual. Logistic Regression
banyak digunakan dalam berbagai aplikasi seperti diagnosis
medis, analisis risiko keuangan, dan prediksi churn
pelanggan  karena  kesederhanaannya,  kemampuan
interpretasi, dan efisiensi komputasi. Meskipun terbatas
pada hubungan linier, metode ini dapat diperluas ke masalah
klasifikasi multi kelas menggunakan pendekatan seperti
regresi one-vs-rest atau softmax [21].

In 1i = b, +b,X
—P

Ketika menyelesaikan persamaan ini untuk probabilitas
(P), probabilitas memiliki hubungan sigmoidal dengan
variabel independen (Gambar A), dan estimasi probabilitas
sekarang dibatasi dengan tepat antara 0 dan 1. Tidak seperti
regresi linier yang memodelkan hubungan linier antara
variabel independen dan  hasil, Regresi Logistik
memodelkan hubungan linier antara logit (logaritma natural
peluang) dari hasil dan variabel independen. Koefisien
regresi dalam model ini mewakili intersep (b0) dan gradien
(bl) dari hubungan linier [23]. Untuk memastikan
probabilitas yang diprediksi berada dalam kisaran 0 hingga
1, Regresi Logistik menggunakan fungsi logistik atau
sigmoid yang menghasilkan hubungan berbentuk sigmoid
antara variabel independen dan probabilitas hasil [22].

Regresi  Logistik juga dapat diperluas untuk
mengakomodasi lebih dari satu variabel independen. Hal ini
memungkinkan peneliti untuk menganalisis hubungan setiap
variabel dengan hasil biner sambil menjaga nilai variabel
independen lainnya tetap konstan. Pendekatan ini sangat
berguna untuk memahami hubungan independen antara
variabel dan hasil tertentu dan untuk mengendalikan
pengaruh variabel perancu dalam studi observasi. Model ini
fleksibel dan banyak digunakan dalam berbagai aplikasi
seperti prediksi risiko, diagnosis medis, dan analisis sosial
[24].

111. METHODOLOGY

3.1 CRISP - DM

CRISP-DM (Cross-Industry Standard Process for Data
Mining) adalah metodologi standar yang sering digunakan
dalam proyek-proyek data mining dan analisis data, karena



fleksibilitas dan kemampuannya untuk diterapkan di
berbagai industri. Metodologi ini terdiri dari enam langkah
utama yang mencakup seluruh siklus proyek: Pemahaman
Bisnis, Pemahaman Data, Persiapan Data, Pemodelan,
Evaluasi, dan Penerapan. Langkah pertama, Pemahaman
Bisnis, bertujuan untuk memahami masalah bisnis dan
merumuskan tujuan analisis yang jelas [25]. Pemahaman
Data melibatkan pengumpulan, eksplorasi, dan verifikasi
kualitas data untuk memastikan relevansi dan keandalannya.
Pada tahap Data Preparation, data diproses melalui seleksi,
pembersihan, transformasi, dan penggabungan untuk siap
digunakan dalam pemodelan [27] [28]. Pemodelan
kemudian dilakukan dengan memilih algoritma yang sesuai,
melatih model, dan mengevaluasi kinerjanya pada tahap
awal. Tahap Evaluasi menilai hasil model dengan
menggunakan matrik tertentu untuk memastikan relevansi
dengan tujuan bisnis dan mengidentifikasi kesalahan atau
bias. Terakhir, Deployment melibatkan penerapan model ke
dalam sistem operasional, menyajikan hasil untuk
mendukung pengambilan keputusan, dan memelihara model
agar tetap relevan [29]. CRISP-DM merupakan proses yang
berulang, yang memungkinkan langkah-langkah
sebelumnya diulang jika diperlukan untuk memastikan
keakuratan dan kesesuaian dengan kebutuhan proyek,
menjadikannya kerangka kerja yang sistematis dan efektif
untuk manajemen proyek penggalian data [26].

3.2 Proses Flow

Proses alur kerja berbasis Cross-Industry Standard
Process for Data Mining (CRISP-DM) dalam visualisasi ini
dimulai dengan tahap Data Understanding, yang melibatkan
pengumpulan dataset, mengidentifikasi bidang variabel,
mengeksplorasi karakteristik data, dan mendeteksi nilai
duplikat dan missing value [26]. Tahap selanjutnya adalah
Data Cleaning dan Preprocessing, di mana data yang tidak
relevan atau duplikat dihapus, nilai yang hilang diisi, dan
data dikonversi ke format yang sesuai seperti integer.
Setelah  dibersihkan, tahap Data Manipulation dan
Visualization dilakukan untuk menganalisis distribusi data,
dampak gaya hidup terhadap kasus serangan jantung, dan
nilai variabel lainnya, yang divisualisasikan untuk
memahami pola dasar. Tahap selanjutnya adalah Correlation
Analysis, dimana hubungan antar fitur diuji dengan
menggunakan heatmap untuk mengevaluasi faktor-faktor
yang signifikan terhadap serangan jantung.

Proses berlanjut ke tahap Model Building and
Prediction, di mana berbagai algoritma machine learning
seperti Logistic Regression dan Gaussian Naive Bayes
digunakan untuk membuat prediksi berdasarkan data yang
telah disiapkan. Evaluasi model dilakukan dengan
mengukur kinerja model menggunakan metrik yang relevan.
Terakhir, hasil model dianalisis dalam tahap FEvaluasi
Model, yang meliputi analisis kinerja prediksi dan
visualisasi hasil evaluasi untuk memverifikasi bahwa model
yang dibuat telah memenuhi tujuan analisis awal. Alur
proses ini memastikan pendekatan yang sistematis untuk
menghasilkan wawasan dan prediksi yang akurat dari data.

Start Mencari Dataset

Data Understanding

i Kolom
Variabel dalam Data

adanya Data
Duplikat dan Data Null

‘ Data ‘

Data Cleaning dan Preprocessing

Menghilangkan Duplikat

Data dan Irrelevant Data Mengisi Data yang Hilang

‘ Menkonversi Data Int ‘

Data Manipulation dan Visualization

Distribusi dampak dari Gaya
Hidup dalam Serangan
Jantung

Distribusi dampak Usia dan
Kesehatan dalam Serangan
Jantung

Distribusi Data dalam Kasus
Serangan Jantung

Distribusi Perhitungan Nilai
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Menganalisis Korelasi dalam Data

Visualisasi Data dampak
Kesehatan dalam Serangan
Jantung Heatmap

Visualisasi Data dampak
Gaya Hidup dalam Serangan
Jantung Heatmap

Membuat Model dan Prediksi

Menggunakan Machine
Leamning Gaussian Naive
Bayes

Evaluasi dari Hasil Kinerja
Model

Menggunakan Machine
Learning Logistic Regression

Hasil dan Evaluasi Model

Menganalisis Hasil Peforma

Evaluasi Model Visualisasi
Model

Gambar 1. Process Flow Penelitian

3.3 Pencarian dan Import Dataset

Dataset yang digunakan dalam penelitian ini adalah
Heart Attack Risk Prediction Dataset, sebuah dataset sintetis
yang dirancang untuk mengeksplorasi berbagai faktor yang
mempengaruhi kesehatan jantung dan risiko serangan
jantung. Dataset ini mencakup 8763 catatan pasien dari
berbagai belahan dunia, dengan berbagai atribut yang
relevan, termasuk karakteristik individu seperti usia, jenis
kelamin, kadar kolesterol, tekanan darah, dan detak jantung.
Selain itu, faktor gaya hidup seperti kebiasaan merokok,
konsumsi alkohol, pola olahraga, kebiasaan makan, tingkat
stres, dan waktu duduk juga dipertimbangkan. Atribut medis
seperti riwayat penyakit jantung, penggunaan obat, dan
kadar trigliserida juga disertakan, serta aspek sosio ekonomi
seperti pendapatan dan lokasi geografis. Data ini berakhir
dengan fitur klasifikasi biner yang mengindikasikan risiko
serangan jantung, sehingga menjadi sumber daya yang
berharga untuk analisis prediktif dan penelitian dalam
meningkatkan pemahaman dan pencegahan penyakit
kardiovaskular.
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Gambar 2. Gambar Dataset Kolom

3.4 Data Understanding

Pada langkah ini melakukan sebuah eksplorasi data
menggunakan Google Collab dengan menggunakan /ibrary
pandas dalam proses ini dilakukan untuk membaca dataset
untuk melakukan sebuah pengolahan data yang dilakukan
[30]. Mengidentifikasi Duplikat Data dan Irrelevant Data
yang dilakukan untuk sebuah Data Preparation untuk
memahami struktur, karakteristik, dan kualitas dataset yang
digunakan. Pada tahap ini memulai untuk mengenali pola,
distribusi, dan hubungan antar variabel yang ada dalam
dataset tersebut.

<class "pandas.core.frame.DataFrame’>

RangeIndex: 8763 entries, @ to 8762

Data columns (total 26 columns):
Column Non-Null Count

Dtype

Patient ID
Ape

S5ex
Cholesterol
Blood Pressure

non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
3 non-null

intea
object
inted
object
inte4
intea
int64
inted
intea
inte4
Floattd
object
inte4
intea
int64
floattd
int64
floated
inte4
int64
intea
object
object
object
inte4

Heart Rate

Diabetes

Family History
Smoking

Obesity

Alcohol Consumption

Exercise Hours Per Week
Diet
Previous Heart Problems
Medication Use
Stress Level
Sedentary Hours Per Day
Income
BMI
Triglycerides
Physical Activity Days Per Week
5leep Hours Per Day
Country
Continent
Hemisphere
Heart Attack Risk
dtypes: float64(3), inte4(16), object(7)

Gambar 3. Dataset Info

Berdasarkan informasi dari DataFrame, set data ini
terdiri dari 8.763 entri, yang mencakup 26 kolom dengan
berbagai tipe data. Setiap kolom memiliki jumlah nilai yang
sama (8.763), yang mengindikasikan bahwa tidak ada nilai
yang hilang dalam dataset. Kolom-kolom ini mencakup
informasi tentang pasien, seperti ID Pasien (objek), Usia

(objek), Jenis Kelamin (objek), serta berbagai atribut
kesehatan seperti Kolesterol, Tekanan Darah, Denyut
Jantung, dan Diabetes (semuanya bertipe int64).

Selain itu, terdapat beberapa kolom yang menggambarkan
kebiasaan atau gaya hidup, seperti Merokok, Obesitas,
Konsumsi Alkohol, dan Jam Olahraga Per Minggu.
Kolom-kolom ini memiliki tipe data numerik (int64 atau
float64). Dataset ini juga mencakup kolom-kolom seperti
Pendapatan, BMI, Trigliserida, dan Risiko Serangan
Jantung, yang penting untuk analisis risiko kardiovaskular.
Beberapa bidang geografis, seperti Negara, Benua, dan
Belahan Bumi, merupakan tipe objek, sementara yang lain
termasuk atribut numerik seperti Hari Aktivitas Fisik Per
Minggu dan Jam Tidur Per Hari. Informasi ini memberikan
dasar yang kuat untuk analisis lebih lanjut mengenai
kesehatan, kebiasaan, dan faktor risiko serangan jantung di
berbagai kelompok populasi.

Hasil Data  Understanding  dalam  penelitian ini
menunjukkan adanya tidak ada terlihat data duplikat yang
ditemukan dalam hasil dalam pengecekkan data duplikat
menggunakan Kode dfduplicate().sum() dalam analisis
kami untuk menghitung jumlah baris duplikat dalam sebuah
Dataframe (df). Fungsi duplicated () akan mengembalikan
nilai boolean (True or False) untuk setiap baris, dimana
nilai True menunjukkan bahwa garis tersebut adalah
duplikat dari baris sebelumnya. Kemudian, fungsi sum()
akan menghitung total jumlah nilai 7rue, yang mewakili
jumlah baris duplikat dalam DataFrame. Hasil akhir dari
eksekusi kode ini adalah sebuah angka yang menunjukkan
berapa banyak baris duplikat yang ada dalam Data Frame
tersebut.

©

df.duplicated() .sum()

a

Gambar 4. Dataset Checking Data Duplikat

Missing Data Summary:
Missing Values Missing Percentage
Patient ID 5
Age
Sex
Cholesterol
Blood Pressure
Heart Rate
Diabetes
Family History
Smoking
Obesity
Alcohol Consumption
Exercise Hours Per Week
Diet
Previous Heart Problems
Medication Use
Stress Level
Sedentary Hours Per Day
Income
BMI
Triglycerides
Physical Activity Days Per Week
Sleep Hours Per Day
Country
Continent
Hemisphere
Heart Attack Risk

L=~~~ =R~~~ I~ -~~~ R T~~~ = -~

a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e
a.e

Gambar 5. Dataset Checking Data Null



Gambar di atas memberikan sebuah ringkasan data yang
menunjukkan bahwa tidak ada missing value pada pada
setiap kolom dalam dataset. Kolom-kolom tersebut
mencakup berbagai variabel yang berkaitan dengan
kesehatan pasien, seperti ID pasien, usia, jenis kelamin,
kolesterol, tekanan darah, dan risiko serangan jantung.
Dengan tidak adanya nilai yang hilang, hal ini
mengindikasikan bahwa data yang digunakan untuk analisis
atau pemodelan cukup lengkap dan bersih. Tidak adanya
missing value sangat penting karena akan menghindari bias
dalam analisis dan meningkatkan keakuratan hasil yang
diperoleh.

3.5 Data Cleaning and Preprocessing

df=df.rename(columns={

Gambar 6. Mengubah Nama Kolom Dataset

Kode df = dfrename(columns = {}) digunakan untuk
mengganti nama kolom dalam Data Frame (df) di Python,
khususnya di perpustakaan Pandas. Pada contoh ini, nama
kolom “Sleep Hours Per Day” diubah menjadi “Sleeping
Hours”, “Physical Activity Days Per Week” menjadi
“Activity Per Week”, “Sedentary Hours Per Day” menjadi
“Sedentary Hours”, dan “Patient ID” menjadi “ID”.
Dengan kata lain, kode ini membuat nama-nama kolom
menjadi lebih pendek dan mudah dipahami, sehingga
memudahkan analisis data lebih lanjut.

Kemudian dalam melakukan Data Cleaning akan
melakukan drop dalam kolom variabel “ID” karena tipe data
tersebut kategorik tidak bagus untuk melakukan Data
visualisasi. Selain itu Kode dff “Active
Hours”’]=(24-df[ “Sedentary Hours”]) digunakan untuk
membuat kolom baru yang disebut “Active Hours” dalam
Data Frame (df) di Python. Kolom baru ini berisi nilai yang
dihitung dengan mengurangkan nilai di kolom “Sedentary
Hours” dari 24. 24 diasumsikan sebagai total jam dalam
sehari. Dengan kata lain, kolom “Active Hours” akan
menunjukkan perkiraan jumlah jam yang tidak dihabiskan
untuk aktivitas yang tidak banyak bergerak dalam sehari.
Operasi ini sering dilakukan dalam analisis data kesehatan
atau gaya hidup untuk mendapatkan pemahaman yang lebih
baik tentang aktivitas fisik seseorang.

Melakukan sebuah pengelompokkan Data berdasarkan
kriteria kesehatan tertentu, kemudian membuat dua kolom
baru yaitu "Health Risk Score" dan "Lifestyle Risk Score".
Kolom "Health Risk Score" dihitung berdasarkan beberapa
faktor risiko seperti kadar kolesterol, riwayat diabetes,
merokok, indeks massa tubuh (BMI), dan tingkat stres.
Sementara itu, kolom "Lifestyle Risk Score" dihitung
berdasarkan faktor-faktor gaya hidup seperti merokok,
obesitas, konsumsi alkohol, durasi aktivitas menetap, dan
pola makan. Setiap faktor risiko yang terpenuhi akan
memberikan nilai 1, dan kemudian nilai-nilai tersebut
dijumlahkan untuk mendapatkan skor risiko total. Dengan
cara ini, data dapat dikelompokkan menjadi beberapa
kategori risiko berdasarkan skor yang diperoleh, sehingga
memudahkan dalam analisis lebih lanjut.

Selanjutnya membuat sebuah kode yang memisahkan
nilai tekanan darah atau “Blood Pressure” karena berisi 1
kolom dan membuat pemisahan dalam kolom tersebut
menjadi  “systolic” dan “diastolik”. Pemisahan tersebut
dilakukan dengan asumsi bahwa nilai tekanan darah
awalnya disimpan dalam format string yang dipisahkan oleh
suatu karakter misalnya spasi. Kemudian, tipe data dari dua
kolom baru ini diubah menjadi integer (int32) agar lebih
sesuai untuk perhitungan numerik. Dalam kolom “Diet”
melakukan pencetakan nilai unik yang berguna untuk
melihat kategori - kategori apa saja yang ada dalam kolom
tersebut, hal ini terdapat tiga kategori yaitu “Average”,
“Unhealthy”, dan “Healthy”.

Active Hours
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22 485179
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4759 20166962
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Gambar 7. Pembuatan Kolom Baru Active Hours

Persiapan untuk melakukan sebuah Model Machine
Learning melakukan perhitungan total penggunaan memori
oleh setiap kolom dalam Data Frame. Kemudian, total
dalam penggunaan memori dari semua kolom dihitung dan
ditampilkan dalam satuan byte dan kilobyte. Tujuan adalah
untuk mendapatkan gambaran awal tentang seberapa besar
memori yang digunakan oleh Data Frame tersebut.
Kemudian melakukan iterasi pada setiap kolom dalam Data
Frame yang diperlukan periksa. Jika tipe data dalam suatu
kolom dapat diubah menjadi tipe data yang lebih hemat
memori misalnya, dari float64 ke floati6, maka tipe data
kolom tersebut akan diubah. Setelah semua perubahan tipe
data yang dilakukan, penggunaan memori dihitung ulang
untuk melihat seberapa besar penghematan yang telah
dicapai. Penelitian ini diperlukan untuk mengkonversi int32
menjadi intl6, float64 menjadi floatl6, dan object menjadi
category data.

2558924

Memory before chaning datatype : 7
2586346

The memory after chsnging datatyos :

Gambar 8. Konversi Tipe Data



3.6 Data Manipulation and Visualization

Penelitian ini diperlukan sebuah gambaran dalam
dampak serangan jantung dan sudah beberapa terjadi karena
adanya kasus masa lalu yang tercatat dalam tempat tempat
di dalam dunia berbeda [6]. Berikut merupakan beberapa
distribusi yang merupakan dari tipe Data Diagram Batang
yang diharapkan untuk dapat memahami kasus serangan
jantung terbesar terjadi.
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Gambar 9. Data Visualisasi Kasus Serangan Jantung di
Benua

Grafik di atas menyajikan data jumlah kasus serangan
jantung di tujuh benua teratas. Terlihat bahwa Asia
menempati posisi pertama dengan jumlah kasus serangan
jantung tertinggi di antara benua lainnya. Posisi kedua
ditempati oleh Eropa, diikuti oleh Amerika Selatan.
Amerika Utara berada di posisi keempat, diikuti oleh Afrika
dan Australia.

Analisis dari grafik tersebut, dapat disimpulkan bahwa
terdapat perbedaan jumlah kasus serangan jantung yang
cukup signifikan antar benua. Beberapa faktor seperti gaya
hidup, pola makan, kondisi lingkungan dan akses terhadap
pelayanan kesehatan kemungkinan besar berkontribusi
terhadap perbedaan ini. Penting untuk melakukan penelitian
lebih lanjut untuk mengidentifikasi faktor-faktor spesifik
yang menyebabkan perbedaan ini dan mengembangkan
strategi pencegahan yang efektif.
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Gambar 10. Data Visualisasi Kasus Serangan Jantung
dalam 10 Negara

Visualisasi tersebut menampilkan 10 negara dengan
jumlah kasus serangan jantung tertinggi. Berdasarkan
visualisasi ini kita bisa dapat melihat bahwa Nigeria
memiliki jumlah kasus serangan jantung tertinggi di antara
10 negara yang disajikan. Diikuti oleh Argentina dan

Jerman yang memiliki jumlah kasus yang relatif dekat.
Negara-negara lain seperti Australia, Amerika Serikat,
Brasil, Korea Selatan, Kolombia, Thailand, dan Inggris juga
mencatat jumlah kasus serangan jantung yang signifikan.

Secara umum, grafik ini menunjukkan bahwa ada variasi
yang cukup besar dalam jumlah kasus serangan jantung di
antara 10 negara. Meskipun Nigeria memiliki jumlah kasus
tertinggi, tidak ada perbedaan yang signifikan di antara
negara-negara lain. Hal ini menunjukkan bahwa serangan
jantung merupakan masalah kesehatan global yang perlu
mendapat perhatian serius di banyak negara. Perbedaan
jumlah kasus dapat dipengaruhi oleh faktor-faktor seperti
gaya hidup, pola makan, kondisi lingkungan, akses terhadap
perawatan kesehatan, dan genetika.

Distribusi jenis kelamin dalam dataset menunjukkan
ketidakseimbangan gender yang signifikan, dengan lebih
banyak individu laki-laki daripada perempuan. Hal ini
terlihat dari grafik batang, yang menunjukkan bahwa
kategori “Male” memiliki tinggi batang yang lebih tinggi
daripada kategori “Female”. Ketidakseimbangan ini
mengindikasikan bahwa mayoritas data dalam dataset
berasal dari individu laki-laki. Kondisi ini perlu
diperhatikan, terutama jika dataset digunakan untuk analisis
lebih lanjut, karena ketidakseimbangan gender dapat
mempengaruhi generalisasi hasil analisis. Oleh karena itu,
tindakan korektif, seperti pembobotan atau penyesuaian
statistik, diperlukan untuk mengurangi potensi bias dan
memastikan representasi yang lebih seimbang dalam
analisis.
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Gambar 11. Visualisasi Bar Chart Jenis Kelamin
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Gambar 12. Visualisasi Bar Chart Diet

Diagram batang di atas menunjukkan distribusi pola
makan dari sebuah set data. Dari grafik tersebut, dapat
dilihat bahwa ada tiga kategori pola makan, yaitu
“Average”, “Unhealthy”, dan “Healthy”. Jumlah individu
dalam setiap kategori hampir sama, menunjukkan distribusi
yang cukup seimbang. Hal ini mengindikasikan bahwa
dalam dataset tersebut, terdapat proporsi yang seimbang
antara individu yang memiliki pola makan rata-rata, tidak
sehat, dan sehat. Namun, perlu dicatat bahwa kesimpulan ini




hanya didasarkan pada visualisasi data ini saja. Analisis
lebih lanjut diperlukan untuk menarik kesimpulan yang
lebih kuat dan memahami faktor-faktor yang mempengaruhi
pola makan individu dalam dataset.
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Gambar 13. Visualisasi Bar Chart Country

Pada grafik batang di atas menunjukkan distribusi frekuensi
negara dalam kumpulan data. Ada sekitar 20 negara yang
terwakili dalam data ini. Menariknya, distribusi negara
dalam dataset ini cenderung merata. Tidak ada satu negara
pun yang secara signifikan mendominasi jumlah data
dibandingkan ~ dengan negara lainnya. Hal ini
mengindikasikan bahwa data yang dikumpulkan berasal dari
berbagai negara dengan proporsi yang hampir sama.
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Gambar 14. Visualisasi Bar Chart Continent

Continent

Gambar diagram batang di atas menunjukkan distribusi
frekuensi data berdasarkan benua. Terlihat bahwa benua
Asia memiliki jumlah data paling banyak dibandingkan
dengan benua lainnya. Jumlah data di benua Eropa juga
tinggi, diikuti oleh Amerika Selatan dan Afrika yang
memiliki jumlah data yang relatif sama. Amerika Utara dan
Australia memiliki jumlah data yang paling sedikit di antara
benua lainnya. Dapat disimpulkan bahwa sebagian besar
data berasal dari Asia dan Eropa, sedangkan data dari
wilayah lain seperti Amerika Utara, Australia, Afrika, dan
Amerika Selatan memiliki proporsi yang lebih kecil.
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Gambar 15. Visualisasi Bar Chart Hemisphere

Pada grafik batang di atas menunjukkan distribusi data
berdasarkan belahan bumi. Terlihat bahwa jumlah data dari
belahan bumi utara jauh lebih tinggi daripada belahan bumi
selatan. Hal ini mengindikasikan bahwa sebagian besar data
yang dianalisis berasal dari negara-negara yang berada di
belahan bumi utara. Ketidakseimbangan jumlah data dari
kedua belahan bumi ini perlu diperhatikan ketika melakukan
analisis lebih lanjut, karena dapat mempengaruhi hasil dan
kesimpulan yang  diperoleh. Kemungkinan besar,
ketidakseimbangan ini dapat mempengaruhi generalisasi
hasil, terutama jika seseorang ingin menyimpulkan sesuatu
tentang populasi global secara keseluruhan. Untuk
mendapatkan pemahaman yang lebih komprehensif, analisis
lebih lanjut harus dilakukan dengan mempertimbangkan
faktor-faktor lain yang relevan, seperti populasi di
masing-masing belahan bumi, serta tujuan penelitian.

Penjelasan mengenai grafik visualisasi Bar Chart dalam
menunjukkan hubungan tingkat resiko dalam gaya hidup
secara individu yang menunjukkan kebiasaan dalam
merokok dan obesitas terukur dalam visualisasi ini secara
singkatnya Grafik sebelah kiri menunjukkan bahwa individu
yang merokok (nilai 1) memiliki skor risiko yang lebih
tinggi dibandingkan dengan yang tidak merokok (nilai 0).
Hal ini mengindikasikan bahwa merokok berkontribusi
terhadap peningkatan risiko gaya hidup yang tidak sehat.
Grafik sebelah kanan menunjukkan hasil yang serupa,
dimana individu yang mengalami obesitas (nilai 1) memiliki
skor risiko yang lebih tinggi secara signifikan dibandingkan
dengan mereka yang tidak mengalami obesitas (nilai 0). Hal
ini mengindikasikan bahwa obesitas juga merupakan faktor
risiko yang signifikan untuk gaya hidup tidak sehat.
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Gambar 16. Visualisasi Dampak Gaya Hidup Merokok
dan Obesitas dalam Resiko Serangan Jantung

Dampak usia dalam resiko serangan jantung juga
berpengaruh karena umur merupakan faktor yang termasuk
dalam sebuah faktor yang bisa meningkatkan dalam
serangan jantung dengan visualisasi ini bisa memberikan
sebuah representasi dalam sebuah skor resiko yang dimiliki
dalam setiap usia.
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Gambar 17. Visualisasi Line Plot Diagram Hubungan
Usia dengan Skor Resiko Serangan Jantung

Garis putus-putus biru menunjukkan skor risiko rata-rata
untuk setiap kelompok usia, sedangkan area biru muda di
sekitarnya menunjukkan rentang atau interval kepercayaan
skor risiko. Berdasarkan grafik ini, dapat dilihat bahwa
secara umum, skor risiko serangan jantung cenderung
meningkat seiring bertambahnya usia. Namun, terdapat
fluktuasi yang cukup besar di dalam setiap kelompok usia,
yang menunjukkan bahwa usia bukanlah satu-satunya faktor
yang mempengaruhi risiko serangan jantung.

Persebaran Distribusi data mempunyai macam - macam
dalam  individu mempunyai dampak yang bisa
meningkatkan sebuah resiko dalam serangan penyakit
jantung inilah beberapa diagram Pie chart untuk jumlah
dalam jenis variabel kolom pada dataset ini.
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Gambar 18. Visualisasi Diagram Pie Chart Smoking,
Diabetes, dan Heart Attack Risk

Diagram Pie Chart dalam dataset ini menggambarkan
proporsi atau persentase dari dua kategori pada tiga variabel
utama:heart attack risk, smoking habits, and diabetic
conditions. Berdasarkan analisis, 64,2% individu memiliki
risiko serangan jantung yang rendah, sementara 35,8%
memiliki risiko yang lebih tinggi, yang mengindikasikan
bahwa proporsi individu dengan risiko tinggi cukup
signifikan. Pada variabel kebiasaan merokok, 89,7%
individu adalah bukan perokok, sementara hanya 10,3%
yang merupakan perokok, yang mengindikasikan bahwa
mayoritas sampel adalah individu yang tidak merokok.
Untuk kondisi diabetes, 65,2% individu dalam dataset
menderita diabetes, sementara 34,8% tidak menderita
diabetes.

Penjelasan secara singkat untuk diagram lingkaran Pie
Chart “Previous Heart Problems” menunjukkan distribusi
individu berdasarkan riwayat masalah jantung sebelumnya,
dengan hasil yang hampir sama di antara kedua kategori.
Sebanyak 50,4% individu memiliki riwayat masalah
jantung, sementara 49,6% tidak memiliki riwayat tersebut.
Proporsi yang hampir sama ini menunjukkan bahwa dalam
sampel data yang dianalisis, terdapat representasi yang
seimbang antara individu yang memiliki dan yang tidak
memiliki riwayat masalah jantung. Temuan ini penting
karena memberikan gambaran yang lebih merata mengenai
prevalensi riwayat masalah jantung dalam populasi, yang
dapat menjadi dasar untuk analisis lebih lanjut mengenai
faktor risiko.

pie plot of Previous Heart Problems
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Gambar 19. Visualisasi Diagram Pie Chart Previous
Heart Problems
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Gambar 20. Visualisasi Histogram dalam Distribusi
Skor Gaya Hidup Buruk dengan Riwayat Serangan
Jantung

Berdasarkan grafik di atas, terlihat distribusi skor gaya
hidup yang buruk pada dua kelompok individu, yaitu
kelompok yang memiliki riwayat serangan jantung dan



kelompok yang tidak memiliki riwayat serangan jantung.
Dapat dilihat bahwa secara umum, baik kelompok dengan
dan tanpa riwayat serangan jantung memiliki distribusi skor
gaya hidup buruk yang serupa, yang cenderung berpusat di
sekitar skor 2,0. Hal ini mengindikasikan bahwa sebagian
besar individu pada kedua kelompok memiliki skor gaya
hidup yang buruk di sekitar nilai ini. Namun, ada sedikit
perbedaan antara kedua kelompok, di mana kelompok
dengan riwayat serangan jantung cenderung memiliki
sedikit lebih banyak individu dengan skor gaya hidup buruk
yang tinggi (mendekati 4,0) dibandingkan dengan kelompok
tanpa riwayat serangan jantung. Kondisi ini menunjukkan
bahwa meskipun distribusi umum dari kedua kelompok
serupa, individu dengan riwayat serangan jantung cenderung
memiliki gaya hidup yang sedikit lebih tidak sehat
dibandingkan dengan mereka yang tidak memiliki riwayat
serangan jantung.

Penjelasan mengenai gambar grafik batang di bawah
menunjukkan hubungan antara Heart Risk Score dan
rata-rata indeks massa tubuh (BMI). Semakin tinggi skor
risiko jantung, semakin tinggi pula rata-rata BMI individu.
Hal ini menunjukkan tren peningkatan BMI seiring dengan
meningkatnya risiko penyakit jantung. Dengan kata lain,
individu dengan risiko jantung yang lebih tinggi cenderung
memiliki berat badan yang lebih tinggi dibandingkan
dengan mereka yang memiliki risiko jantung yang lebih
rendah.
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Gambar 21. Visualisasi dalam Distribusi Bar Chart
Average BMI by Heart Risk Score

Histogram yang menggambarkan distribusi frekuensi dari
tiga variabel yaitu income, indeks massa tubuh (BMI), dan
age, memberikan wawasan penting tentang karakteristik
populasi dalam dataset. Distribusi pendapatan menunjukkan
bahwa sebagian besar individu memiliki income antara
50.000 dan 250.000, dengan frekuensi yang cenderung
merata pada kisaran ini, tetapi menurun pada kelompok
pendapatan tertinggi. Untuk BMI, sebagian besar individu
memiliki BMI antara 20 hingga 35, yang mengindikasikan
bahwa mayoritas penduduk memiliki berat badan normal
atau sedikit kelebihan berat badan, dengan frekuensi yang
lebih rendah pada kelompok BMI yang sangat rendah atau
sangat tinggi. Sementara itu, distribusi age menunjukkan
bahwa data mencakup rentang usia yang luas antara 20
hingga 80 tahun, dengan distribusi yang relatif merata di
sebagian besar rentang usia, meskipun terdapat penurunan
frekuensi pada kelompok usia sangat muda dan sangat tua.
Temuan ini memberikan gambaran yang beragam tentang
aspek sosial dan kesehatan dalam set data yang dianalisis.
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Gambar 22. Visualisasi Histogram Hitungan Dataset
dalam Variabel Income, BMI, dan Age

3.7 Menganalisis Korelasi dalam Data

Correlation Heatmap: Lifestyle Factors and Risk Score
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Gambar 23. Visualisasi Heatmap dalam Hubungan Data
Variabel Korelasi dalam Semua Faktor Gaya Hidup dan
Risk Score

Pada Visualisasi Correlation Heatmap antara variabel
gaya hidup dan skor risiko penyakit jantung memberikan
gambaran tentang kekuatan dan arah hubungan antar
variabel. Warna yang lebih terang, seperti kuning terang,
menunjukkan korelasi positif yang kuat, sedangkan warna
yang lebih gelap, seperti ungu tua, menunjukkan korelasi
negatif yang kuat. Berdasarkan Correlation Heatmap ini,
variabel-variabel seperti kolesterol, tekanan darah, diabetes,
merokok, obesitas, dan trigliserida menunjukkan korelasi
positif yang signifikan dengan skor risiko penyakit jantung,
yang berarti peningkatan nilai variabel-variabel ini dikaitkan



dengan peningkatan risiko penyakit jantung. Sebaliknya,
konsumsi alkohol dan jumlah jam olahraga per minggu
memiliki korelasi negatif yang lemah dengan skor risiko
penyakit jantung, yang menunjukkan bahwa aktivitas
olahraga dan konsumsi alkohol dalam batas-batas tertentu
dapat sedikit menurunkan risiko. Tingkat stres menunjukkan
korelasi positif yang lemah, sementara BMI (indeks massa
tubuh) memiliki korelasi positif yang sedang dengan skor
risiko, menandakan obesitas sebagai faktor risiko yang
cukup signifikan. Secara keseluruhan, analisis ini
menegaskan hubungan antara berbagai faktor gaya hidup
dan risiko penyakit jantung, meskipun penting untuk dicatat
bahwa korelasi tidak selalu menunjukkan hubungan sebab
akibat. Faktor-faktor lain yang tidak dianalisis dalam peta
panas ini mungkin juga berperan dalam menentukan risiko
penyakit jantung.

IV. HASIL DAN PEMBAHASAN

Tahapan ini merupakan pembahasan mengenai Model
Machine Learning menggunakan Logistic Regression (LR)
dan Gaussian Naive Bayes (GNB) untuk Memprediksi
dalam kasus yang terkenanya serangan jantung dalam
jumlah 8.763 kasus. Berikut adalah Hasil dari Model
Machine Learning tersebut.

4.1 Logistic Regression

Logistic Regression Report:
precision

recall fl-score support

@.99 5 1123
a.41 5 1127

accuracy v, 2258
macro avg - 7 .87 2258
weighted avg . A .67 2258

Accuracy: 9.7084444444444444
Gambar 24. Akurasi Model Logistic Regression

Model Logistic Regression ini memiliki akurasi
sebesar 70% (0.7004444444444444). Akurasi menunjukkan
persentase prediksi yang benar dibandingkan dengan total
data yang diuji. Meskipun akurasi memberikan gambaran
umum tentang kinerja model, metrik ini saja tidak cukup
untuk menilai kualitas model, terutama jika data tidak
seimbang di antara kelas-kelasnya. Kemudian Presisi
mengukur seberapa baik model dalam membuat prediksi
positif yang benar, yaitu rasio antara True Positives dan total
prediksi positif (True Positives + False Positives). Presisi
untuk kelas 0 adalah 0,63, yang berarti bahwa hanya 63%
dari prediksi kelas 0 yang benar-benar benar. Sementara itu,
presisi untuk kelas 1 adalah 0.98, yang menunjukkan bahwa
hampir semua prediksi untuk kelas 1 akurat. Hal ini
mengindikasikan bahwa model memiliki tingkat kesalahan
yang rendah dalam memprediksi kelas 1.

Selanjutnya Recall mengukur kemampuan model
untuk mendeteksi semua data aktual yang positif, yang
merupakan rasio antara True Positives dan total data aktual
yang positif (True Positives + False Negatives). Recall
untuk kelas 0 sangat tinggi yaitu 0.99, yang berarti bahwa
hampir semua data kelas 0 diidentifikasi dengan benar.
Sebaliknya, recall untuk kelas 1 cukup rendah yaitu 0.41,
yang mengindikasikan bahwa model kurang mampu
mendeteksi sebagian besar data aktual dari kelas 1. F'/-score

yang merupakan rata-rata harmonik antara presisi dan recall,
memberikan keseimbangan antara kedua metrik tersebut.
Fl-score untuk kelas 0 adalah 0.77, yang mencerminkan
kinerja yang cukup baik pada kelas ini. Namun, untuk kelas
1, Fl-score hanya 0.58, yang menunjukkan bahwa model
tidak cukup optimal dalam menangani kelas data ini,
terutama karena rendahnya recall.

Support mengacu pada jumlah data aktual untuk
setiap kelas dalam dataset. Dalam laporan ini, terdapat 1123
data untuk kelas 0 dan 1127 data untuk kelas 1. Jumlah data
yang seimbang antara kedua kelas ini memungkinkan
evaluasi model yang lebih adil, meskipun kinerja model
pada kelas 1 masih jauh dari memadai. Macro Avg
memberikan nilai rata-rata presisi, recall, dan F1-score tanpa
mempertimbangkan proporsi setiap kelas dalam dataset.
Nilai macro avg menunjukkan precision 0.80, recall 0.70,
dan Fl-score 0.67. Sementara itu, weighted avg
memberikan rata-rata yang memperhitungkan jumlah data
setiap kelas. Nilai weighted avg sama dengan macro avg
pada laporan ini karena jumlah data antara kelas 0 dan 1
hampir sama.
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Gambar 25. Confusion Matrix Logistic Regression

Confusion matrix di atas menunjukkan performa
model Regresi Logistik dalam memprediksi data uji. True
Positives (TP) sebesar 461 dan True Negatives (TN) sebesar
1115 menunjukkan bahwa model cukup baik dalam
mengidentifikasi data kelas 1 dan kelas 0 dengan benar,
terutama untuk kelas 0. False Positives (FP) hanya §, yang
berarti hanya sedikit data kelas 0 yang salah diprediksi
sebagai kelas 1, sedangkan False Negatives (FN) sebanyak
666 menunjukkan bahwa model sering salah memprediksi
data kelas 1 sebagai kelas 0, yang berakibat pada rendahnya
recall untuk kelas 1. Dengan total data sebanyak 2250,
akurasi model adalah 70% (0.7004), yang dihitung dari rasio
prediksi yang benar (TP+TN) terhadap total data. Namun,
nilai FN yang tinggi mengindikasikan bahwa model
kesulitan untuk mendeteksi data kelas 1, meskipun performa
pada kelas 0 sangat baik. Untuk meningkatkan performa,
terutama dalam mendeteksi kelas 1, strategi seperti
menyeimbangkan dataset, menggunakan metrik alternatif



seperti Fl-score, atau mencoba algoritma lain yang lebih
sesuai dapat diterapkan.

4.2 Gaussian Naive Bayes

Maye base Classifier:

precision recall fl-score  support

a.88 8.71 1123
a.54 .b3 1127

accuracy .6 2258
macro avg 5 .b 2258
weighted avg . a.6 .6 2258

Accuracy: 9.6742222222232323

Gambar 26. Akurasi Model Gaussian Naive Bayes

Hasil Akurasi pada gambar di atas mengevaluasi
kinerja model Naive Bayes Classifier, dengan akurasi
keseluruhan 67,42% (0.6742222222222222). Akurasi ini
dihitung sebagai rasio antara jumlah prediksi yang benar
(True Positif dan True Negatif) dan jumlah total data, yaitu
2250. Meskipun akurasi memberikan gambaran umum,
menganalisis metrik lain seperti presisi, recall, dan F1-score
sangat penting untuk mengevaluasi kinerja model secara
lebih rinci, terutama ketika mempertimbangkan kinerja
setiap kelas.

Presisi untuk kelas 0 adalah 0,64, yang
menunjukkan bahwa 64% dari prediksi untuk kelas O benar.
Recall untuk kelas 0O lebih tinggi yaitu 0.80, yang berarti
bahwa model mampu mendeteksi 80% dari data kelas 0
yang sebenarnya dengan benar. Kombinasi presisi dan recall
menghasilkan skor F1 sebesar 0,71 untuk kelas 0, yang
mencerminkan keseimbangan antara kemampuan model
untuk membuat prediksi yang benar dan mendeteksi data
aktual kelas ini. Sebaliknya, untuk kelas 1, presisi lebih
tinggi yaitu 0,74, yang menunjukkan bahwa sebagian besar
prediksi kelas 1 benar. Namun, recall untuk kelas 1 hanya
0,54, yang berarti bahwa hanya 54% dari data kelas 1 yang
sebenarnya berhasil diidentifikasi oleh model. Recall yang
rendah ini mengindikasikan bahwa model sering salah
memprediksi data kelas 1 sebagai kelas 0. Nilai F1-score
untuk kelas 1 adalah 0.63, lebih rendah dari kelas 0.

Berdasarkan keseluruhan, rata-rata makro presisi,
recall, dan F1-score masing-masing adalah 0,69, 0,67, dan
0,67. Rata-rata makro memberikan rata-rata sederhana dari
metrik untuk kedua kelas tanpa mempertimbangkan
distribusi data. Rata-rata tertimbang, yang
memperhitungkan proporsi data di setiap kelas, memiliki
nilai yang sama yaitu 0,69 untuk presisi dan 0,67 untuk
recall dan Fl-score. Nilai rata-rata tertimbang, yang mirip
dengan rata-rata makro, disebabkan oleh distribusi data
yang hampir seimbang antara kelas 0 dan kelas 1, dengan
masing-masing 1123 dan 1127 data. Pada secara umum,
model Naive Bayes memiliki performa yang lebih baik
dalam mendeteksi data dari kelas O dibandingkan kelas 1.
Hal ini terlihat dari recall dan Fl-score yang lebih tinggi
untuk kelas 0. Rendahnya recall untuk kelas 1
mengindikasikan bahwa model sering gagal untuk
mengidentifikasi data aktual dari kelas ini, yang merupakan
kelemahan yang signifikan. Untuk meningkatkan kinerja

model, langkah-langkah seperti penyesuaian parameter,
penghapusan fitur yang kurang relevan, atau metode
penyeimbangan data seperti oversampling untuk kelas 1
dapat diterapkan. Hal ini dapat membantu model
mendeteksi dan memprediksi data kelas 1 dengan lebih baik
tanpa mengorbankan kinerja pada kelas 0.
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Gambar 27. Confusion Matrix Gaussian Naye Base

Gambar 27 di atas ini adalah confusion matrix dari model
klasifikasi menggunakan algoritma Naive Bayes. Hasilnya
menunjukkan bahwa model tersebut berhasil memprediksi
614 sampel dari kelas “1” dengan benar (True Positive) dan
903 sampel dari kelas “0” dengan benar (True Negative).
Namun, model tersebut juga menghasilkan 220 kesalahan
dengan memprediksi kelas “0” sebagai “1” (False Positive)
dan 513 kesalahan dengan memprediksi kelas “1” sebagai
“0” (False Negative). Hasil ini menunjukkan bahwa model
lebih baik dalam mengenali kelas “0” daripada kelas “1”,
seperti yang terlihat dari tingginya jumlah prediksi True
Negative.

Walaupun secara keseluruhan model memiliki
performa yang cukup baik, tingginya jumlah kesalahan
False Positive dan False Negative mengindikasikan bahwa
model memiliki keterbatasan dalam membedakan kelas “0”
dan “1”. Hal ini dapat disebabkan oleh ketidakseimbangan
data atau kompleksitas pola data yang tidak dapat
sepenuhnya dipahami oleh model. Oleh karena itu, untuk
meningkatkan kinerja model, langkah-langkah seperti
penyesuaian parameter, menggunakan data yang lebih
seimbang, atau mencoba algoritma klasifikasi lain dapat
dipertimbangkan. Selain itu, analisis tambahan seperti
presisi, recall, dan Fl-score dapat memberikan wawasan
yang lebih dalam untuk mengevaluasi kemampuan model
secara menyeluruh.

4.3 Model Evaluasi dan Perbandingan

Gambar dibawah ini tersebut menunjukkan perbandingan
metrik evaluasi antara dua algoritma klasifikasi, yaitu
Gaussian Naive Bayes (GaussianNB) dan Regresi Logistik.
Regresi Logistik menunjukkan akurasi yang lebih tinggi
(70,04%) dibandingkan GaussianNB (67,42%), yang
mengindikasikan kinerjanya yang sedikit lebih baik secara



keseluruhan. Dari segi presisi, Logistic Regression juga
unggul dengan nilai 98.29%, jauh di atas GaussianNB yang
hanya 73.62%, mengindikasikan bahwa Logistic Regression
lebih dapat diandalkan dalam meminimalisir jumlah false
positive. Sebaliknya, GaussianNB memiliki recall yang
lebih tinggi (54,48%) daripada Regresi Logistik (40,91%),
yang menunjukkan kemampuannya yang lebih baik dalam
mendeteksi sampel positif sebanyak mungkin, meskipun
dengan risiko positif palsu yang lebih besar. GaussianNB
juga memiliki F1 Score yang lebih tinggi (62,62%) daripada
Regresi  Logistik  (57,77%), yang mencerminkan
keseimbangan yang lebih baik antara presisi dan recall.
Secara keseluruhan, Regresi Logistik lebih cocok untuk
kasus-kasus yang memprioritaskan prediksi positif yang
benar dan akurasi yang tinggi, sedangkan GaussianNB lebih
cocok untuk situasi yang membutuhkan deteksi positif
sebanyak mungkin meskipun dengan trade-off pada
kesalahan prediksi. Pilihan algoritma tergantung pada tujuan
spesifik dari analisis yang dilakukan.

GaussianNB LogisticRepression
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Gambar 28. Gambar Perbandingan Model Akurasi
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Gambar 29. Visualisasi Bar Chart Perbandingan
Akurasi

Pada Gambar diatas menunjukkan menunjukkan
perbandingan nilai akurasi antara dua model, Naive Bayes
dan Regresi Logistik. Regresi Logistik memiliki akurasi
sebesar 0.70 atau 70%, sedikit lebih tinggi dibandingkan
dengan Naive Bayes dengan akurasi 0.67 atau 67%.
Perbedaan ini menunjukkan bahwa Regresi Logistik lebih
unggul dalam memprediksi dengan benar secara
keseluruhan dibandingkan dengan Naive Bayes. Namun,
perbedaan akurasi ini tidak terlalu signifikan, sehingga
pemilihan model sebaiknya tidak hanya bergantung pada
akurasi saja, tetapi juga pada metrik evaluasi lainnya, seperti
precision, recall, dan F1 Score, yang dapat memberikan
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